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Рассматриваются возможности извлечения полуэмпирических теорий из таблиц данных при помощи нейронных сетей. Вводится понятие логически прозрачной нейронной сети, формируется набор критериев логической прозрачности, строится набор правил по приведению нейронной сети к логически прозрачному виду. Предлагается технология вербализации логически прозрачной сети - перевода на естественный язык алгоритма решения сетью задачи. Приводится пример решения классической задачи предсказания результатов выборов президента США.

1. Введение

В настоящее время широкое распространение получили искусственные обучаемые нейронные сети. С их помощью эффективно решаются неформализованные задачи классификации и прогнозирования в различных проблемных областях. Обучаясь на некоторой таблице данных, нейросеть формирует навык предсказания или классификации и в дальнейшем может решать задачи с высокой точностью. Однако, обучившись решать задачу, нейронная сеть сформировала навык, логическая структура которого не понятна пользователю.

К настоящему моменту разработано большое число высокоэффективных процедур для упрощения (контрастирования) нейронной сети – снижения избыточности последней [1-3]. В [2,5] предложена гипотеза о возможности использования контрастирования для такого упрощения нейронной сети, после которого структура сети станет логически прозрачной. Логически прозрачной назовем сеть, по структуре которой легко можно сформировать понятный пользователю алгоритм решения задачи. Очевидно, что простое упрощение сети не приведет последнюю к логически прозрачному виду – надо строить специальные правила исключения из сети сигналов и элементов, чтобы получить сеть со структурой, близкой к нашему пониманию логической прозрачности.

В настоящей статье описывается процесс порождения явных и понятных алгоритмов решения неформализованных задач (получение полуэмпирических теорий) с помощью обучаемых нейронных сетей. Формализуются критерии логической прозрачности нейронной сети и строится методология приведения нейросети к логически прозрачному виду. Приведены основные идеи, на основе которых можно строить алгоритмы извлечения знаний и нейросетевые программые средства качественно нового уровня, ориентированные на специалистов-когнитологов.

Для изучения нейротехнологий можно порекомендовать работы [1-3,6]. Краткое изложение основных аспектов перечисленных работ приведено в статье [8], включенной в настоящий сборник. Термины и обозначения настоящей статьи соответствуют этим работам.

2. Логически прозрачные нейронные сети

После того, как сеть обучилась решению некоторой задачи, обычно не ясно, какие же правила используются сетью для получения правильных ответов. Сеть произвела из задачника (таблицы данных) скрытое знание – сформировала некоторый навык предсказания или классификации, но логическая структура этого навыка осталась непонятной пользователю. Такое обстоятельство очень сильно разочаровывает: поскольку на основе нейронных сетей часто решаются неформализованные задачи (алгоритм решения которых неизвестен), то даже успешное обучение сети дает нам просто некоторое вычислительное устройство, не приближая к пониманию процесса решения задачи. Действительно, можно описать функционирование сети как пересылку, суммирование и преобразование большого числа сигналов, но понятийная интерпретация крайне затруднена. Этот факт называется логической непрозрачностью нейронной сети.

Введем фундаментальные критерии логической прозрачности нейронной сети. Эти критерии естественно и просто вводятся по аналогии с критериями простоты и понятности рассуждений, выполняемых человеком.

2.1. Архитектура логически прозрачных сетей

Рассмотрим архитектуры нейронных сетей и выделим из них наиболее логически прозрачные. Поскольку обычно архитектура выбирается в процессе создания нейронной сети и контрастирование в подавляющем большинстве случаев не приводит к изменению архитектуры, то появляется возможность зафиксировать класс изначально логически прозрачных нейросетевых архитектур и в дальнейшем оперировать именно с ними начиная с момента создания сети и заканчивая приведением сети к логически прозрачному виду.

Критерии логической прозрачности нейросетевых архитектур не должны обязательно совпадать с критериями наиболее простой технической или программной реализуемости сети – это все-же разные задачи. Поэтому представляется возможным использование в качестве логически прозрачных сетей со слоистой и только слоистой архитектурой. Слоистые сети наиболее соответствуют нашему представлению о естественном пути решения задачи. А именно, в слоистых сетях происходит некоторое распределение набора входных признаков по нейронам первого слоя, нейроны первого слоя на основании поступивших сигналов генерируют признаки следующего уровня иерархии и т.д. Наличие каких-либо циклов в архитектуре сети затрудняет процесс отслеживания движения признаков по графу вычислений. 

Нейросети любой архитектуры могут быть представлены в виде слоистых сетей. Единственное ограничение – в сети не должно быть бесконечных циклов. Иными словами, в сетях с циклами (полносвязных и родственных с ними) процесс функционирования сети должен обрываться после некоторого фиксированного числа тактов. Действительно, имеются сети полносвязной архитектуры, для которых наперед неизвестно цисло циклов функционирования. Функционирование таких сетей обрывается после установления, например, некоторого равновесного состояния на выходе, когда новый цикл существенно не меняет значений выходных сигналов сети. При этом для каждого примера, подаваемого сети, число циклов функционирования является различным. Такие сети мало пригодны для приведения к логически прозрачному виду.

Итак, нейросети слоистой архитектуры зафиксированы в качестве логически прозрачных. Возможно приведение слоистой архитектуры к более логически прозрачному виду, а именно, преобразование слоистой сети в монотонную. Монотонность не обязательно применима только к слоистым архитектурам. Под монотонными сетями понимаются такие сети, для каждого из настраиваемых параметров и сигналов (входных и внутренних) которых можно сказать, как изменится (увеличится либо уменьшится) выходной сигнал сети при уменьшении или увеличении значения этого параметра или сигнала. В монотонной сети выделены группы возбуждающих и тормозящих параметров, увеличение значений которых соответственно увеличивает (для возбуждающих параметров) и уменьшает (для тормозящих) выходные сигналы сети, а уменьшение значения этих параметров действует наоборот. 

Каждый слой монотонной сети, кроме выходного, разбит на два блока: возбуждающий (В) и тормозящий (Т). Связи между блоками разделяются на два типа: возбуждающие (+) и тормозящие (-). На нелинейные преобразователи нейронов накладывается требование монотонной зависимости выходного сигнала от параметров и входных сигналов. Взаимодействие возбуждающих и тормозящих блоков через возбуждающие и тормозящие связи представлено на рис. 1. От возбуждающего блока к возбуждающему и от тормозящего блока к тормозящему ведут возбуждающие связи, а от возбуждающего к тормозящему и от тормозящего к возбуждающему ведут тормозящие связи. На выходной блок сигналы от возбуждающего блока приходят через возбуждающие связи, а от тормозящего – через тормозящие. При упрощении монотонной сети накладывается дополнительное требование минимизации числа общих входных сигналов возбуждающих и тормозящих слоев. В идеале такое требование приводит к разбиению множества входных сигналов на два непересекающихся подмножества возбуждающих и тормозящих сигналов [1,2].
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Рис. 1. Монотонная сеть

2.2. Критерии логической прозрачности нейронной сети

Зафиксировав требования к архитектуре, определим набор критериев, следование которым делает сеть более логически прозрачной. Некоторые из критериев были приведены в [2,5]. На основе этих критериев можно строить оценки приближения к идеальному логически прозрачному состоянию сети. Эти критерии могут ранжироваться пользователями по степени важности (в зависимости от субъективного понимания логической прозрачности) и пользователи могут добавлять новые критерии логической прозрачности в эту группу критериев. Перечислим эти критерии:

1. Чем меньше слоев нейронов в сети, тем сеть более логически прозрачна. Однако число слоев зафиксировано при создании сети. Этот критерий важен в тех ситуациях, когда число слоев сети избыточно и после контрастирования возникают отдельные нейроны (или слои нейронов), являющиеся просто передатчиками информации с предыдущего слоя на следующий. Такие нейроны имеют единственный вход (и могут иметь также и единственный выход). Эти нейроны должны по возможности заменяться линиями передачи информации (подробнее об этом – в разделе 3.3). Однако часто не удается полностью избавиться от излишних слоев и поэтому можно ввести окончательную формулировку первого критерия логической прозрачности – чем меньше нейронов в каждом из имеющихся путей прохождения сигналов в сети от входа к выходу, тем сеть логически прозрачнее. Такое утверждение основывается на том факте, что рассуждение понять тем проще, чем меньше длины цепочек рассуждений.

2. Уменьшение числа входных сигналов сети. Этот критерий отсеивает признаковое “шумовое поле”, оставляя минимально необходимый для правильного решения задачи набор наиболее значимых входных признаков. Надо строить такие рассуждения, которые опираются на минимальное число посылок.

3. Уменьшение числа нейронов в каждом слое сети. Этот факт не требует пояснения – мы минимизируем число сигналов, генерируемых каждым слоем сети, что позволяет оставить только действительно значимые промежуточные сигналы (признаки). Надо не только опираться на минимальное число исходных посылок (п.2), но и генерировать минимальное число промежуточных сущностей. Методика контрастирования нейронов описана в главе 2 настоящей работы.

4. Уменьшение числа приходящих на нейрон сигналов. Это утверждение опирается на тот факт, что человек может одновременно оперировать с достаточно малым числом сущностей. Минимизируя число приходящих на нейрон сигналов, мы облегчаем пользователю задачу содержательного осмысления признака, генерируемого нейроном, и, может быть, помогаем в именовании этого признака. Однако желательна модификация этого критерия и введение критерия равномерной простоты сети – на каждый нейрон сети должно приходить не более n сигналов, где n достаточно мало (2-3, но может задаваться и пользователем). Ведь если рассуждение понять легче, когда оно опирается на малое число посылок, то сделаем так, чтобы все рассуждения были примерно одной степени сложности.

5. Уменьшение общего числа синапсов в сети. Критерий ликвидирует все излишние синапсы нейронной сети, которые могут оставаться после достижения предыдущих требований.

6. Синапс, по которому передается сигнал, логически непрозрачнее неоднородного входа нейрона. Действительно, неоднородный (пороговый) вход нейрона – это просто константа, в отличие от синапса, выполняющего умножение своего веса на величину поступающего на синапс сигнала. Поэтому в первую очередь из сети должны исключаться синапсы, а только потом – неоднородные входы адаптивных сумматоров. Таким образом, желательно при упрощении сети по предыдущим критериям исключать только синапсы, а избыточные неоднородные входы удалять на отдельном этапе упрощения сети.

7. Необходимо приведение значений настраиваемых параметров сети к конечному набору выделенных значений. На диапазон изменения адаптивных параметров сети обычно наложены некоторые ограничения. Допустим, веса синапсов меняются при обучении в диапазоне [-1,1]. Желательна бинаризация параметров сети – приведение весов синапсов к значениям -1 и 1. Если такое жесткое требование не выполняется, то можно вводить более широкие наборы дискретных значений. Например, множество {-1, -0.5, 0.5, 1} как самое первое расширение исходного набора бинаризованных весов.

2.3. Требования к нелинейности элементов

Вообще то, требование использования более простых нелинейных функций нейронов можно было включить отдельным пунктом  (критерием) предыдущего раздела. Однако достаточно большой объем изложения потребовал формирования отдельного раздела.

Имеется теорема, показывающая, что с помощью нейронных сетей можно сколь угодно точно приблизить любую непрерывную функцию, используя любую нелинейность нейронов [4]. Хватает всего-навсего одной любой нелинейной функции. Однако такие широкие возможности для решения задачи приведения сети к логически прозрачному виду нам не нужны – нужно ограничиться теми нелинейными функциями, которые допускают простую интерпретацию. Наиболее проста из нелинейных единичная пороговая функция h (функция Хевисайда). Если сумма сигналов, приходящих на нейрон с такой единичной нелинейной функцией, меньше или равна 0, то далее можно не обращать внимания на выходной сигнал нейрона – он будет нулевым и не повлияет на выдаваемые нейронами следующего слоя значения. Если эта сумма входных сигналов больше нуля, то нейрон генерирует единичный выходной сигнал и здесь нам опять не важна величина сигнала, а важно то, что воздействие на нейрон превысило некоторый критический уровень и нейрон возбудился. Такие пороговые нейроны допускают наиболее простую интерпретацию.

С другой стороны, просто линейная функция еще проще… Поэтому имеются предельные случаи:

· “прозрачность” – линейная функция;

· простой порог – функция Хевисайда.

Однако для обучения нейронной сети по методу двойственности необходимо наличие непрерывной первой производной у нелинейной функции нейрона, что для порогового нейрона не достигается. Поэтому можно предложить путь, использующий некоторые непрерывно дифференцируемые функции и переходящий к пороговым тогда, когда дальнейшее обучение сети не нужно.

Рассмотрим одну из наиболее часто используемых нелинейных функций нейрона – сигмоидную функцию  f(A)=A/(c+|A|). Здесь c – настраиваемый параметр крутизны сигмоиды . Функция имеет непрерывную первую производную и принимает значения из диапазона [-1,1]. Устремление c к ( дает более пологую сигмоиду, а устремление к 0 – сигмоиду, близкую к пороговой функции sgn(A), однако имеющую третье стабильное состояние, нуль, при нулевом входном сигнале. Однако значение c – параметр крутизны сигмоидной функции – обычно устанавливается одинаковым для всех нейронов в момент создания сети и не включается в число обучаемых параметров, поскольку в большинстве случаев это приводит к ухудшению интер- и экстраполяционных способностей нейронной сети. Действительно, поскольку нейронная сеть первоначально избыточна, то ей обычно проще научиться решению задачи, приближая задачник набором функций, близких к дельта-функциям (а точнее, набором “колоколообразных” функций), чем строя регрессионные зависимости. При этом параметры крутизны при обучении быстро устремляются к нулю, ускоряя обучение сети, но снижая качество решения тестовой выборки.

Исключение из сети малозначимых входных сигналов и элементов снижает избыточность и гибкость нейронной сети и поэтому появляется возможность начинать обучать и параметры крутизны сигмоиды для еще большего снижения избыточности сети.

Итак, надо пытаться заменить сигмоидный элемент пороговым элементом. При этом выход нейрона будет принимать дискретные значения, что упростит пользователю понимание сети. В качестве пороговой функции лучше брать трехзначную пороговую функцию вида 
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С другой стороны, не надо забывать о том, что сигмоиду можно приводить не к более крутой, а к более пологой функции. Тождественная функция f(A)=A хоть и не является предельным случаем сигмоиды, но в окрестности нуля достаточно хорошо аппроксимирует сигмоиду при определенной крутизне последней. Поэтому можно пытаться заменять сигмоиду не только на порог, но и на линейную функцию. Подробно технология такой замены будет изложена в разделе 3.3.

3. Контрастирование нейронов

Описаные [1-3] процедуры вычисления показателей значимости входных сигналов сети и ее настраиваемых параметров позволяют удалять только наименее значимые входы и настраиваемые параметры (синапсы) нейронной сети. Однако нам может потребоваться и упрощение сети путем удаления у нее целого нейрона. Контрастирование отдельных нейронов сети выполняется при сокращении числа нейронов в слоях сети – ранее был введен такой критерий логической прозрачности.

Удаление у сети малозначимых входов и синапсов может привести к удалению у сети нейрона. Действительно, если у нейрона нет ни одного входного сигнала и удален неоднородный вход, то такой нейрон можно исключить из сети (поскольку он не влияет на выходной сигнал сети), удалив как этот нейрон, так и синапсы нейронов следующего слоя, принимающих сигнал от данного. И обратно, если отконтрастированы все синапсы, по которым нейрон рассылал свой выходной сигнал, то можно удалить этот нейрон со всеми его входными синапсами и неоднородным входом.

Этот пример иллюстрирует важность наличия не только процедуры упрощения, но и процедуры логического анализа структуры сети для упрощения сети. Удаляя элементы, не оказывающие влияния на выходной сигнал сети, процедура логического анализа структуры сети ускоряет процесс упрощения. Однако такое контрастирование нейронов является некоторым дополнительным результатом при контрастировании синапсов, но не самостоятельной процедурой.

Поэтому не будем уклоняться от поставленного в начале главы вопроса и введем процедуры определения значимости нейронов сети. Дальнейшее изложение предполагает знакомство читателя с алгоритмом двойственного функционирования и процедурами вычисления показателей значимости входных сигналов и синапсов сети [1-3,8]

Вспомним, что при двойственном функционировании сети мы можем получить градиент функции оценки не только по входным сигналам сети и ее настраиваемым параметрам, но и по всем промежуточным сигналам сети, т.е. сигналам, поступающим с синапса на сумматор, с сумматора – на нейрон, с нейрона – на синапсы нейронов другого слоя. Последнее, а именно, возможность получения градиента функции оценки по выходному сигналу нейрона и решает поставленную задачу. Градиент функции оценки используется при вычислении показателей значимости элементов и сигналов сети, поэтому будем использовать стандартные методы и не вводить специальных правил вычисления показателей значимости нейронов.

Представим, что у сети исчез первый слой нейронов, а нейроны второго слоя стали, соответственно, входными нейронами и принимают входные сигналы, являющиеся результатом обработки исходных входных сигналов нейронами бывшего первого слоя. Показатели значимости входных сигналов, вычисленные по известным формулам для новой сети, будут, соответственно, показателями значимости нейронов бывшего первого слоя. Конечно, не надо действительно менять архитектуру сети, надо просто по известным формулам (также, как вычисляется значимость входных сигналов) вычислить еще один набор показателей значимости. Аналогично вычисляются показатели значимости нейронов второго, третьего и последующих слоев. Такие показатели значимости оценивают степень влияния выходных сигналов нейронов на выходные сигналы сети.

Можно предложить альтернативный вариант, не связанный с проведением дополнительных вычислений. Примем в качестве показателя значимости нейрона сумму показателей значимости всех его синапсов (и неоднородного в том числе) и всех синапсов, по которым нейрон рассылает ответ. Этот путь оценивает суммарное влияние всех синапсов нейрона на изменение функции оценки. Чем сумма показателей значимости синапсов меньше, тем нейрон менее значим для принятия решения.

4. Приведение нейронных сетей к логически прозрачному виду

Итак, имеется набор критериев, показывающих, как нужно модифицировать нейронную сеть для того, чтобы было проще прочитать сформированный сетью навык. 

Нельзя сравнивать по степени логической прозрачности различные нейронные сети и нейросетевые архитектуры. Критерии логической прозрачности – это критерии простоты нейронной сети для простоты построения понятного пользователю описания процесса решения сетью задачи. Однако, может встретиться такая задача, где нейронная сеть, не имеющая логически прозрачной архитектуры, будет предпочтительнее (будет давать более понятное пользователю объяснение), чем сети, логически прозрачные по введенным критериям. Поэтому критерии логической прозрачности – это критерии получения потенциально более простого и понятного пользователю описания процесса решения сетью задачи. В связи с этим можно сравнивать по степени логической прозрачности только исходную нейронную сеть и все сети, порождаемые из исходной одношаговым упрощением. Критерии логической прозрачности дают нам просто наиболее оптимальные направления одношагового упрощения сети. Действительно, простое последовательное сокращение синапсов сети может дать в итоге сокращение и числа входных сигналов, и числа нейронов, но не гарантирует достижения максимально простого прочтения заложенного в сеть навыка.

Опишем приведение нейронной сети к логически прозрачному виду более формально.

4.1. Наложение ограничений на архитектуру нейросети

Имеются априорно задаваемые ограничения (слоистость, монотонность архитектуры, минимальность числа слоев), накладываемые на нейронную сеть. Эти ограничения нужно учесть на этапе создания нейронной сети.

Может быть, на этапе создания сети надо задавать большую избыточность сети, чем обычно (увеличивать число нейронов в слоях сети). Хоть это и удлиннит процесс упрощения сети, но все лишние элементы все равно в конце концов будут удалены из сети. Однако, здесь выше вероятность достижения логической прозрачности – ведь из малоизбыточной нейросети сложно сделать логически прозрачную и тут может потребоваться повторное обучение и упрощение новой, более избыточной сети.

Возможно, оптимальным вариантом станет введение некоторой процедуры “роста” сети – при невозможности достижения некоторого критерия (например, равномерной простоты сети) в нужный слой сети вводятся один-два нейрона, сеть дообучается и снова упрощается. Такой вариант не будет требовать большой начальной избыточности сети.

4.2. Упрощение нейросети

После обучения нейронной сети начинается процесс пошагового упрощения с подучиванием. На этом этапе возникает набор критериев – линейных шкал типа "лучше-хуже", задающих направления одношагового изменения архитектуры сети в сторону логической прозрачности. Эти критерии ранжированы пользователем по степени значимости. Следуя этим критериям, нейронная сеть приводится к максимально логически прозрачному виду.

Базовые критерии перечислены в разделе 1.2.

Возможно, по некоторым критериям не нужно упрощать сеть “до упора”, лучше оставить некоторый запас сигналов и элементов. Если же оставить минимальную сеть, то может увеличиться процент неправильных ответов на тестовой выборке. Если в дальнейшем предполагается доучивание логически прозрачной сети новым примерам, то такое упрощение сети “до упора” также снизит способность сети к дальнейшему освоению новых данных.

Таким образом, надо находить некоторый компромисс. Если нужно получить некоторый понятный полуэмпирический алгоритм решения задачи, то сеть нужно упрощать до максимально возможной простоты. А если необходима сеть с возможностями дальнейшей адаптации, то придется оставить в сети некоторое количество избыточных элементов и сигналов. 

4.3. Приведение настраиваемых параметров сети к предельным значениям и модификация нелинейных преобразователей нейронов

Получена сеть минимальной архитектуры. Выполняем приведение настраиваемых параметров сети к предельным значениям. Для синапсов сети приведение к предельным значениям означает их бинаризацию. После бинаризации можно попробовать упростить нелинейные функции нейронов.

Изменение нелинейной функции нейрона начинается после того, как у сети отконтрастированы все подлежащие контрастированию синапсы. Если у данного нейрона остался один входной синапс, то такой нейрон является просто передатчиком сигнала с предыдущего слоя на следующий. Можно попытаться избавиться от данного нейрона, заменив его на неадаптивный синапс с единичным весом (тождественную функцию), и дообучить сеть, подстраивая только синапсы, по которым нейрон рассылал свой сигналы (либо даже все синапсы сети). Если такое дообучение невозможно, значит, нелинейность этого нейрона действительно требуется для правильного решения задачи и нейрон придется оставить. Поскольку исходный нелинейный сигмоидный преобразователь не может быть преобразован в линейную функцию путем изменения значения параметра крутизны, то в любом случае работу по замене нелинейного преобразователя линейной связью приходится выполнять, заменяя у нейрона нелинейную функцию.

Если у нейрона один выходной сигнал, то от такого нейрона можно попытаться избавиться, передав его набор синапсов нейрону, следующему за ним. Но здесь возникает одна сложность – такое перераспределение весов может нарушить достижимость критерия равномерной просторы сети – у нейрона следующего слоя в итоге может оказаться синапсов больше, чем требуется, и сократить их число (чтобы снова достигнуть критерия равномерной простоты) не удастся. Поэтому такой нейрон придется оставить, хотя он и исключаем из нейросети. Однако, в этом случае нужно попытаться заменить нелинейный преобразователь тождественной функцией.

Ну а если у нейрона несколько входных сигналов либо не выполняется замена нелинейного преобразователя нейрона на тождественную функцию, то можно попробовать привести нелинейный преобразователь к пороговому виду. Здесь используется последовательное уменьшение значения настраиваемого параметра нелинейной функции и дообучение сети. Если после некоторого момента правильность работы сети сохраняется после замены нелинейной функции на пороговую, то такая замена производится. Иначе продолжаем дальнейшее уменьшение значения настраиваемого параметра до некоторого минимального значения, после которого отказываемся от попытки привести нелинейность к пороговому виду.

Естественно, что при обучении сети по методу двойственности необходимо одновременно пытаться приводить нелинейные функции всех нейронов сети к пороговому виду.

Если в сети после проведения упрощения нелинейных преобразователей не оказалось пороговых элементов, то можно ввести в обучение параметры крутизны сигмоид и попытаться снова удалить из сети лишние синапсы. Поскольку после введения в обучение новых адаптивных параметров гибкость сети повысилась, то от некоторых параметров (синапсов), возможно, удастся при этом избавиться. Ну а если это удалось, то снова вернемся к рассмотрению нелинейных элементов и повторим попытку упрощения сети на уровне нелинейностей нейронов, и т.д. до предела.

4.4. Проведение эквивалентных преобразований структуры нейросети

Поскольку нелинейные функции нейрона обычно являются нечетными функциями (симметричными относительно нуля), как например описанные выше сигмоидная и трехзначная пороговая функции, то для каждого нейрона возможна одновременная смена знака весов всех его синапсов и всех синапсов, по которым рассылается выходной сигнал нейрона, с сохранением правильности решения сетью задачи [7]. Поэтому появляется возможность, допустим, приведения общего числа отрицательных весов синапсов сети к минимуму. Есть гипотеза, что это упростит пользователю процесс вербализации сети.

5. Вербализация нейронных сетей

После того, как сеть приведена к логически прозрачному виду, необходимо представить навык, заложенный в нейронную сеть, в понятном пользователю виде (вербализовать сеть). Это делается на основе графического визуального либо текстового представления структуры нейронной сети.

Вербализация проводится как процесс восстановления симптом-синдромной структуры понятий предметной области и требует непосредственного участия пользователя.

Входные сигналы сети являются входными симптомами, выходные сигналы нейронов первого слоя сети – синдромами первого уровня и одновременно входными симптомами для нейронов второго слоя, генерирующих синдромы второго уровня, и т.д. Пользователь, последовательно проходя слой за слоем, может на основе описания входных симптомов слоя и их группировки по нейронам давать некоторые осмысленные именования и интерпретации синдромов, генерируемым этим слоем. 

В результате получаем осмысленный текст, описывающий дерево рассуждений в терминах некоторой проблемной области. Программа-нейроимитатор способна дать только некоторый полуфабрикат эмпирической теории – вербальное описание нейронной сети на естественном языке, где имена симптомом и синдромов будут сгенерированы программой автоматически и не привязаны к проблемной области. Пользователь, выполняя когнитивный анализ, должен заменить абстрактные имена на осмысленные.

6. Автоматическая генерация полуэмпирических теорий

Достаточно сложно предложить алгоритм, который автоматически бы получал наиболее логически прозрачную сеть из заданной. При разработке программного продукта, позволяющего приводить нейронные сети к логически прозрачному виду, надо либо давать в руки пользователю весь набор элементарных процедур по упрощению сети, либо строить автоматическую процедуру, производящую упрощение сети несколько раз с варьированием очередности применения методов упрощения и оценкой получаемых результатов для того, чтобы получить оптимальное решение. 

Рассмотрим, какие имеются возможности для автоматизации. Во-первых, возможно автоматическое построение одной или нескольких наиболее логически прозрачных сетей, варьируя процедуры упрощения и оценивая альтернативные варианты. Во-вторых, автоматизируется генерация вербального описания нейронных сетей (полуэмпирических теорий), после чего пользователю остается только задача осмысления полученного текста и привязка к проблемной области. Ситуация, когда пользователь садится за компьютер, задает файл данных, нажимает одну единственную кнопку (или пункт меню) и получает текст, пригодный для вставки в дипломную работу/диссертацию/статью, пока что не возможна. Однако, такое пожелание обрисовывает идеал, к которому нужно стремиться, и показывает пути дальнейшего развития представленной технологии.

Рассмотрим ситуацию, когда можно провести автоматически еще некоторую работу по вербализации. Часто в число входных сигналов сети входят признаки, принимающие конечный набор дискретных значений. Если какой-либо нейрон входного слоя принимает только такие дискретнозначные признаки, то его выходной сигнал будет также принимать конечное множество дискретных значений, т.е. получается промежуточный дискретнозначный синдром. Автоматически можно сгенерировать набор правил, вычисляющих то или иное дискретное значение этого синдрома.

Если же нелинейный преобразователь входного нейрона приведен к пороговому виду, то даже в случае подачи на этот нейрон непрерывных входных сигналов также можно сгенерировать требования к значениям входных сигналов, приводящие к появлению нужного нам значения на выходе нейрона. 

Идеи, изложенные в двух предыдущих абзацах, конечно же, распространяются не только на нейроны входного слоя, но и на нейроны следующих слоев. Иными словами, может появиться возможность генерации для некоторого синдрома набора ограничений, накладываемых на значения порождающих этот синдром симптомов, для того, чтобы синдром принял определенное значение.

7. Когнитологические аспекты

Принципиально, что для одной и той же таблицы данных и различных сетей (либо даже одной сети, но с разной начальной случайной генерацией исходных значений настраиваемых параметров) после обучения, упрощения и вербализации может получиться несколько различных логически прозрачных сетей и, соответственно, несколько полуэмпирических теорий решения задачи. Это не представляется недостатком. При вербализации некоторые синдромы достаточно осмысленны и естественны, другие, напротив, непонятны. Из набора логически прозрачных нейросетей можно отсеять несколько наиболее осмысленных синдромов, объединить их в новую нейронную сеть, при этом введя, если необходимо, некоторые дополнительные нейроны или синапсы для такого объединения. Полученная нейросеть после адаптации и упрощения может быть более понятна, чем любой из ее предков. Таким образом, неединственность полуэмпирических теорий может стать ценным инструментом в руках исследователей-когнитологов.

Можно рассмотреть еще одну возможность применения таких “наиболее осмысленных фрагментов” логически прозрачной нейронной сети. Выделим из сети фрагмент, генерирующий некоторый осмысленный синдром. Теперь для каждого примера в исходной таблице данных можно вычислить значение этого синдрома и добавить в таблицу новый столбец – осмысленный интегральный признак. После расширения признакового пространства можно попытаться сформировать новую нейронную сеть на расширенном наборе входных сигналов, обучить ее и привести к логически прозрачному виду. Использование интегрального синдрома в качестве входного сигнала должно привести к получению более простой нейросети. Из последней также можно выделить некоторый фрагмент и добавить в таблицу еще один (или несколько) интегральных синдромов. 

Таким образом, можно получить набор нейронных сетей-экспертов, образующих некоторое дерево решения. Эта макросеть концептуально отличается от исходной сети. В исходной сети базовые признаки использовались только для генерации синдромов первого уровня, те, в свою очередь, – только для генерации синдромов второго уровня. В сети малых экспертов для построения синдрома любого уровня могут быть использованы все ранее сгенерированные синдромы и все базовые признаки. 

Подобное использование всех предшествующих сигналов может быть реализовано в исходной слоистой сети только в том случае, если в нее ввести связи не только между соседними слоями. Иными словами, входные сигналы должны поступать не только на нейроны первого слоя, но и на нейроны всех остальных слоев. Выходы нейронов первого слоя должны передаваться как нейронам второго слоя, так и нейронам последующих слоев. Однако такое усложнение нейросети приводит к очень большому росту числа синапсов в ней, а это удлинняет время приведения такой сети к логически прозрачному виду. При этом не будет гарантироваться получение синдромов, которые будут более осмысленными по сравнению с синдромами, отобранными в ходе “ручной селекции” из нескольких сетей.

8. Влияние функции оценки на логическую прозрачность сети. Исключение примеров

Точность решения задачи нейронной сетью регулируется функцией оценки [2,6], вычисляющей невязку между выходными сигналами сети и сигналами, которые требуется получить. Чем ниже требуемая точность, тем более простая (и более логически прозрачная сеть) сможет решить задачу. Поэтому для задачи приведения сети к логически прозрачному виду надо устанавливать как можно более низкие требования к точности и использовать специализированные функции оценки.

Не все примеры сеть может решить с одинаковой точностью – в таблице данных могут присутствовать примеры, которые с трудом решаются сетью, в то время, как остальные примеры сеть решает хорошо. Причиной этого может быть некорректность поставленной задачи. Например, в действительности в таблицу данных входят примеры трех классов, а мы пытаемся обучить сеть классификации на два класса. Другой причиной может быть, например, ошибка измерений либо опечатка при вводе данных в таблицу.

Для того, чтобы обнаружить некорректность в данных (либо в постановке задачи), предлагается исключать из таблицы данных наиболее “трудные” примеры (примеры с наибольшим значением функции оценки). Если сеть обучается правильно решать задачу и упрощается до довольно простой структуры, то исключение примеров производить не надо – задача корректна. В противном случае можно предложить следующий подход.

Зададимся требованием к числу правильно решенных примеров. Допустим, что нас устроит правильность решения 95% от общего числа примеров, присутствующих в таблице данных. Тогда построим процесс обучения и упрощения сети так, чтобы сеть, правильно решающая 95% примеров, считалась правильно обученной решать задачу и, соответственно, упрощалась с сохранением навыка решения 95% примеров. При упрощении сети примеры, входящие в состав 5% наиболее трудных, могут меняться. После завершения процесса упрощения, если в итоге получилась сеть, гораздо более простая по сравнению с логически прозрачной сетью для всего набора задач, необходимо проанализировать наиболее трудные примеры – там могут встретиться ошибки в данных (см., например, [2], стр. 14) либо эти примеры будут “нетипичны” по сравнению с остальными.

Если же сеть с самого начала не может обучиться правильно решать задачу, то будем исключать из таблицы данных наиболее трудные примеры до тех пор, пока сеть не сможет обучиться. Далее надо исследовать статистические различия между набором оставшихся и исключенных данных – может обнаружиться, что отброшенные примеры образуют отдельный класс. Так было при решении задачи нейросетевой постановки диагноза вторичного иммунодефицита по иммунологическим и метаболическим параметрам лимфоцитов. Только коррекция классификационной модели (из отброшенных данных сформировали третий класс в дополнение к двум изначально имевшимся) позволила обучить сеть правильно решать теперь уже измененную задачу ([2] , стр. 15-16).

9. Как выбирают американских президентов

Проиллюстируем процесс производства знаний из таблиц данных на основе базы данных по результатам выборов президентов США [2].

Имеется таблица данных с результатами 31-ой предвыборной ситуации (с 1860 по 1980 г.). Для каждых выборов в таблице содержатся данные по 12-ти бинарным признакам:

1. Правящая партия была у власти более одного срока?

2. Правящая партия получила более 50% голосов на прошлых выборах?

3. В год выборов была активна третья партия?

4. Была серьезная конкуренция при выдвижении кандидата от правящей партии?

5. Кандидат от правящей партии был президентом в год выборов?

6. Был ли год выборов временем спада или депрессии?

7. Был ли рост среднего национального валового продукта на душу населения более 2,1%?

8. Произвел ли правящий президент существенные изменения в политике?

9. Во время правления были существенные социальные волнения?

10. Администрация правящей партии виновна в серьезной ошибке или скандале?

11. Кандидат от правящей партии – национальный герой?

12. Кандидат от оппозиционной партии – национальный герой?

Также в таблице содержится информация о результатах выборов (победе правящей или оппозиционной партии). Значения бинарных признаков равны -1 (ответ "нет" для входного признака или победа правящей партии) и 1 (ответ "да" для входного признака или победа оппозиции).

Нейронные сети, обученные на этой таблице данных, уверенно предсказывали результаты вторых выборов Рейгана, победу Буша над Дукакисом, обе победы Клинтона.

Рассмотрим результаты построения по этой таблице логически прозрачных сетей и их вербализации. Оказывается, правильно предсказать результаты выборов можно на основании всего 5-ти признаков из 12-ти исходных. 

Минимальная нейронная сеть содержит всего один сигмоидный нейрон, у которого на сумматор подаются значения признаков 4,6,8,9,12 (нумерация соответствует номеру признака в вышеприведенном списке) и постоянный единичный сигнал. Однако не все веса синапсов этой сети бинаризованы.

Можно построить однонейронные сети с бинаризованными весами синапсов, но для этого приходится оставлять 6 наиболее значимых признаков. Две такие сети приведены на рис. 2. Эти сети, как и ранее упомянутая однонейронная сеть с пятью входами, были получены из однослойной сети с 10-ю сигмоидными нейронами и дополнительным адаптивным сумматором, принимающим сигналы всех нейронов, с которого и снимался выходной сигнал сети.
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Рис. 2. Однонейронные сети для предсказания результатов выборов президентов США 
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Рис. 3. Логически прозрачная нейронная сеть для предсказания

результатов выборов президентов США

Эти сети не являются логически прозрачными по одному из введенных ранее критериев – на нейрон приходит семь сигналов (6 значений признаков и одна константа). Однако уже сейчас видно, какие признаки способствуют победе правящей, а какие – победе оппозиционной партии.

Можно построить четырехнейронную логически прозрачную сеть, на каждый нейрон которой приходит три или два сигнала. Веса синапсов бинаризованы, используется пять входных сигналов. Она приведена на рис. 3. Эта сеть была получена из двухслойной сети с 10-ю нейронами в каждом слое и дополнительным выходным адаптивным сумматором.

На основе этих нейронных сетей можно строить наборы правил, помогающие как прогнозировать результаты выборов, так и менять предвыборную ситуацию таким образом, чтобы либо остаться у власти (для правящей партии), либо прийти к власти (для оппозиции). Так, для правящей партии плохо, если внутри ее существует конкуренция, если были социальные волнения, если активна третья партия или если отсутствует экономический рост. Для правящей партии хорошо, если президент зарекомендовал себя новатором (произвел существенные изменения в политике). Соответственно, для оппозиционной партии выигрышна прямо противоположная ситуация.

10. Заключение

Применение описанной технологии приведения сети к логически прозрачному виду и последующей вербализации для получения явных знаний из таблиц данных возможно во всех проблемных областях, где нейронные сети давно и с успехом применяются – в медицине, психологии, политологии, экономике, экологии, диагностике и управлении в технических системах и т.д. После приведения к логически прозрачному виду получаем нейронную сеть, не только допускающую простейшую техническую реализацию и использующую минимум данных, но и формирующую явный алгоритм решения задачи. Поскольку нейронные сети часто применяются для решения неформализованных задач, то возможность формирования явных алгоритмов решения поднимает нейронные сети на новый потребительский уровень.

Работа выполнена при поддержке Министерства науки и технологий РФ (подпрограмма "Перспективные информационные технологии", проект № 05.04.1291) и Красноярского краевого фонда науки (грант 7F0113).
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